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［摘　要］　在铝电解生产过程中，氟化铝的添加量对维护电解的高效和稳定起着关键作用，目前多通
过工艺经验决定，而实际上其与氧化铝检化验数据、铝水平、电解温度等多个因素存在复杂的非线性关

系，呈现出动态变化性，仅凭经验难以进行准确决策。本文针对铝电解过程的非线性、大时滞和强耦合

特点，在ＢｉＬＳＴＭ网络基础上融入软注意力机制，构建了高精度的氟化铝添加量预测模型，并进行了大量
的数据训练、测试与验证，实验结果表明所提出的算法在预测氟化铝添加量上展现出很高的预测精度。

该模型利用ＸＧＢｏｏｓｔ算法获取局部特征，提升模型的预测准确性和运行效率；模型结合了双向ＬＳＴＭ，能
同时考虑数据前后依赖关系，通过注意力机制动态调节特征权重，增强了预测精度；ＸＧＢｏｏｓｔ－ＢｉＬＳＴＭ－
Ａｔｔｅｎｔｉｏｎ模型的平均误差为００１４，平均百分比误差为２６４，线性拟合度达到０９６３，整体性能均超过现
有模型。该预测模型展现出良好的预测效果，为铝电解生产过程中精准控制氟化铝添加量提供了重要

的决策指导，模型的预测结果对提升铝电解槽生产效率、降低能耗和实现精准控制具有重要价值和

意义。
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０　引言
在铝电解生产中，工艺参数相互关联，形成了复

杂的耦合关系。能量平衡与物料平衡对于保持电解

过程的高效和稳定性起着关键作用，而这两种平衡

又受到诸多因素的影响，如铝电解过程中合适的氟

化铝添加量正是维护这两方面平衡的关键，也是确

保生产过程中经济收益最大化的有效手段［１］。适

量的氟化铝能够有效降低电解质的分子比，减少电

解质的温度，并提升电流的使用效率［２］。但是，如

果氟化铝添加过量，则会使氧化铝的溶解性降低，导

致未溶解的氧化铝在电解槽底部堆积，这可能会引

起电解槽的异常运作。因此，确定适宜的氟化铝添加

量对于实现电解槽生产的节能和高效率极其重要［３］。

目前，在铝电解生产过程中，氟化铝的添加量多

通过工艺经验决定，且添加量又受各种因素影响，包

括氧化铝检化验数据、铝水平、电解温度等。这些因

素之间同时存在复杂的非线性关系，使得氟化铝每

日添加量呈现出动态变化性［４］，这也导致工艺人员

无法根据电解槽的实时变化情况，准确进行决策。

近年来，众多专家学者致力于研究如何更有效控制

氟化铝添加量，并提出了一系列策略。例如，黄涌

波［５］采用回归分析与遗传算法相结合的控制策略

优化了氟化铝添加。彭强强等［６］通过分析生产数

据得出回归相关系数，建立了氟化铝添加量的决策
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模型。张兴彤等［７］借助在线检测装置，分析电解槽

热平衡状态来确定氟化铝添加量。在神经网络的运

用方面，Ｙｕｅ等［８］将数据驱动和知识驱动相结合，提

出增强型的 ＭＤＡＡＡ模糊策略控制氟化铝添加量。
常家玮等［９］利用深度学习算法研究铝电解过程中

氟化铝添加量和出铝量的精准预测，取得了较好的

效果。

氟化铝添加量的预测模型经历了从工艺经验、

统计学习、机器学习到深度学习的演进，每个阶段都

取得了显著成果。本文针对铝电解过程的非线性、

大时滞和强耦合特点，在 ＢｉＬＳＴＭ网络基础上融入
软注意力机制。首先利用ＸＧＢｏｏｓｔ选取对预测结果
贡献大的局部特征，将局部特征输入带有注意力机

制的ＢｉＬＳＴＭ模型，为特征向量分配权重，捕捉特征
间的长距离依赖关系，并优化权重参数矩阵，最终建

立了高精度的预测模型。通过采用该模型对贵州某

铝厂的实际生产数据进行分析，验证了其有效性，模

型分析预测结果对提升铝电解槽生产效率、降低能

耗和实现精准控制具有重要价值和意义。

１　模型原理
１１　ＸＧＢｏｏｓｔ算法原理

ＸＧＢｏｏｓｔ是集成多棵决策树预测结果的权重求
和模型［１０－１１］，即由ｔ个基决策树模型组合而成的集
成模型，假设 ｆｔ（ｘ）为模型第 ｔ次迭代要输出的结
果，Ｎｔ（ｘ）为输入节点 ｘ在第 ｔ棵树的叶子节点区
域，则算法ＸＧＢｏｏｓｔ的输出见式（１）。

ｙ^ｉ＝∑
Ｔ

ｔ＝１
ｆｔ（ｘｉ）＝∑

Ｔ

ｔ＝１
∑
Ｑ

ｑ＝１
ωｑｔＩ（ｘｉ∈Ｎｑｔ） （１）

式中：^ｙｉ表示第ｉ个样本的预测值；Ｔ表示决策树数
量；ｆｔ表示第ｔ棵决策树输出结果；ｘｉ表示第ｉ个样本
的特征向量；ｗｑｔ为第 ｔ棵树的第 ｑ个叶子节点的权
重大小；Ｉ（ｘｉ∈Ｎｑｔ）代表指示函数。

ＸＧＢｏｏｓｔ采用梯度提升算法逐步拟合残差，假
设已有ｔ－１棵树，第 ｔ棵树的目标是拟合上一轮残
差ｙｉ－ｆｔ－１（ｘ），则第ｔ棵树的目标函数为公式（２）。

Ｌ（ｔ）＝∑
ｎ

ｉ＝１
ｌ（ｙｉ，ｆｔ－１（ｘｉ）＋ｆｔ（ｘｉ））＋Ω（ｆｔ）（２）

式中：ｌ（ｙｉ，ｆｔ－１（ｘｉ）＋ｆｔ（ｘｉ））为损失函数；Ω（ｆｔ）表示
正则化项。

１２　ＢｉＬＳＴＭ模型原理
ＬＳＴＭ是一种特殊的循环神经网络（Ｒｅｃｕｒｒｅｎｎｔ

ＮｅｕｒａｌＮｅｔｗｏｒｋ，ＲＮＮ）模型［１２，１３］，在 ＲＮＮ基础上新
增门限，包括遗忘门、输入门和输出门，其结构如图

１所示。

图１　ＬＳＴＭ神经元结构
Ｆｉｇ．１　ＬＳＴＭｎｅｕｒｏｎａｌｓｔｒｕｃｔｕｒｅ

　

ＬＳＴＭ神经元通过门控机制管理状态信息，接
收前一时间步的输出和当前时间步的输入。首先，

遗忘门决定丢弃的信息，然后输入门收集当前信息

并形成记忆，最终将更新后的状态传递给下一个神

经元［１４］。

遗忘门的计算公式见式（３）。
ｆｔ＝σ（Ｗｆ［ｈｔ－１，ｘｔ］）＋ｂｆ （３）

输入门和 ｔ时刻神经元状态的方程见式（４）—
（６）。

ｉｔ＝σ（Ｗｉ［ｈｔ－１，ｘｉ］）＋ｂｉ （４）
～
ｃｔ＝ｔａｎｈ（Ｗｃ［ｈｔ－１，ｘｉ］）＋ｂｃ （５）

ｃｔ＝ｆｔｃｔ－１＋ｉｔ
～
ｃｔ （６）

输出门方程见式（７）（８）。
ｏｔ＝σ（Ｗｏ［ｈｔ－１，ｘｉ］）＋ｂｏ （７）

ｈｔ＝ｏｔｔａｎｈ（ｃｔ） （８）
式（４）—（８）中：ｆｔ、ｉｔ、ｏｔ代表三个门的控制信号及激
活值；～ｃｔ为候选记忆值向量；ｃｔ－１表示前一细胞状
态；ｃｔ表示当前细胞状态；ｈｔ为当前状态输出；ｈｔ－１表
示前一状态的输出；ｘｉ表示当前状态的输入；Ｗｆ、Ｗｉ、
Ｗｃ、Ｗｏ为权重；ｂｆ、ｂｉ、ｂｃ、ｂｏ为偏置量；σ为 ｓｉｇｍｏｄ激
活函数；ｔａｎｈ为双正曲函数。

ＢｉＬＳＴＭ模型是一种结合了前向和后向信息的
双向长短期记忆模型［１５，１６］，在两个方向上对信息进

行处理，前向层和后向层都存在隐藏层，这些隐藏层

可在给定时间内同时提取前向和后向密钥信息，可

获得更充分的数据特征，有助于提高模型的预测精

度［１７］。ＢｉＬＳＴＭ的模型结构图如图２所示。
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图２　ＢｉＬＳＴＭ模型结构图
Ｆｉｇ．２　ＢｉＬＳＴＭｍｏｄｅｌｓｔｒｕｃｔｕｒｅｄｉａｇｒａｍ

　

ＢｉＬＳＴＭ每一级隐藏层状态组合过程见式
（９）—（１１）。

ｈｔ＝ＬＳＴＭ（ｘｔ，ｈｔ－１） （９）
ｈｉ＝ＬＳＴＭ（ｘｉ，ｈｉ－１） （１０）
ｈ′ｔ＝ａｔｈｔ＋ｂｔｈｔ＋ｃｔ （１１）

式中：ｈ′ｔ为每一级隐藏层状态；ｈｔ为前向层状态；ｈｉ
为后向层状态；ａｔ、ｂｔ为权重；ｃｔ为偏置。
１３　注意力机制

注意力机制通过聚焦重要特征来提升预测精

度［１８］，通常分为硬注意力机制与软注意力机制。硬

注意力机制随机选择输入序列中的信息，增加记忆

训练难度；而软注意力机制则结合序列数据信息和

输入信息计算加权平均值［１９］，有效提高模型对关键

信息的关注度，实现合理的资源分配。本文引入软

注意力机制提高氟化铝添加量预测模型准确率。

图３　ＸＧＢｏｏｓｔ－ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ模型结构
Ｆｉｇ．３　ＸＧＢｏｏｓｔ－ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎｍｏｄｅｌｓｔｒｕｃｔｕｒｅ

２　ＸＧＢｏｏｓｔ－ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ模型
ＸＧＢｏｏｓｔ－ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ模型充分利用ＢｉＬ

ＳＴＭ网络的优势和注意力机制。该模型在利用
ＢｉＬＳＴＭ网络的同时处理基于前向和后向的网络输

入，在特定时刻获取前一时刻和下一时刻的信息，捕

捉数据的时序信息，其独特的双向网络结构，极大的

提高训练过程中模型在输入信息的开始和结束阶段

的信息记忆；另外，该模型还在 ＢｉＬＳＴＭ网络基础上
嵌入注意力机制，使得模型合理分配权重，增强关键

信息的注意力。此改进模型可提高氟化铝添加量的

预测效果，其网络结构如图３所示。
ＸＧＢｏｏｓｔ－ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ模型可分为特征提

取层、输入层、ＢｉＬＳＴＭ层、注意层和输出层五部分。
１）特征提取层。收集历史电解槽控制系统日

报数据，采用ＸＧＢｏｏｓｔ算法进行特征降维，对特征重
要性评判并筛选出有效数据特征，提高模型训练速

度和精度。

２）输入层。对特征提取后的数据集划分训练
集和测试集，输入模型的特征向量，本文的输入层侧

重于将电解槽控制系统日报数据预处理成 ＢｉＬＳＴＭ
层直接接收和处理的向量。

３）ＢｉＬＳＴＭ层。ＢｉＬＳＴＭ层由正向和反向 ＬＳＴＭ
层组成，可设定ＢｉＬＳＴＭ算法的学习率、神经元个数
和迭代次数等参数，捕捉序列前后信息特征。

４）注意力层。该层核心为特征权重系数，在氟
化铝添加量预测中，通过注意力机制训练神经网络，

将注意力集中在某些关键特征，第一个阶梯计算每

个特征重要性，根据特征重要性为每个特征分配相

应权重，从输入初始状态过渡到新的注意状态，得到

最终的输出状态向量。

５）输出层。输出层的输入是隐藏层中注意力
机制的输出，本文主要是对氟化铝添加量 ｙ向量的
预测；通过不断优化更新权重和偏置量，使模型结构

·２８· 中 国 有 色 冶 金 冶炼工艺　
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中的损失函数逐渐变小，网络模型在训练期间优化

更好。对训练集进行训练，模型完成设定的迭代次

数后，获取模型训练的输出值。

采用预测结果的均方误差（ＭＳＥ）作为适应度
函数衡量神经元适应程度，确定全局最优适应值及

最优全局位置。

３　实验
３１　数据处理与分析
３１１　数据处理

本文数据集收集了贵州某铝厂４００ｋＡ系列１６
台槽（６０１—６１６槽），近１年的电解槽控制系统日报

数据（２０２３－０８－１０至２０２４－０８－１０），共计５７６０
个时间序列和１５个变量组成的氟化铝添加量数据
集，数据以每日为单位进行收集。

收集电解槽控制系统日报多项关键工艺参数，

涵盖日期、槽编号、铝水平、氧化铝浓度、电解质水

平、电解温度、分子比、氟化铝添加量、平均电压、设

定电压、工作电压、下料间隔（即设定的ＮＢ值）以及
出铝量指示等共计１５个重要指标。在实际生产过
程中，分子比和阴极压降数据每周仅测量两次，导致

数据缺失较为严重，因此在进行模型构建和训练时，

需要对这两个参数的缺失数据进行填充，表１展示
了部分收集到的日报数据。

表１　电解槽控制系统近７ｄ的部分日报数据
Ｔａｂｌｅ１　Ｐａｒｔｉａｌｄａｉｌｙｄａｔａｏｆｔｈｅｅｌｅｃｔｒｏｌｙｔｉｃｃｅｌｌｃｏｎｔｒｏｌｓｙｓｔｅｍｉｎｒｅｃｅｎｔ７ｄａｙｓ

样品

数据

编号

铝

水平／

ｃｍ

电解质

水平／

ｃｍ

电解

温度／

℃

平均

电压／

Ｖ

分子

比

氧化

钠／％

氧化

钙／％

氧化

钾／％

设定

ＮＢ／

ｓ

Ｆｅ

含量／

％

Ｓｉ

含量／

％

炉底

压降／

ｍＶ

氧化铝

下料量／

ｔ

均设

差／ｖ

氟化铝

添加量／

ｋｇ

１＃ ２６５ １８ ９５１ ３８６９ ２４４ ０１９７ ００１２ ００２１ ９０ ００８６ ００４５ １９６ ５７１４ ００２１ ３０

２＃ ２８ １７ ９５９ ３９７３ ２４２ ０１７８ ００１３ ００１７ ９０ ００８５ ００４７ １９３ ５５３７ ００３ ２６

３＃ ２６ １８ ９４１ ３８８６ ２４ ０２３３ ００１３ ００２８ ９０ ０１１７ ００４６ １７９ ５６９１ ００２３ ２３

４＃ ２７ １８ ９４７ ３８８５ ２３６ ０２０９ ００１３ ００２２ ８８ ０１１２ ００４３ １８３ ５７２２ ００２１ １７

５＃ ２９ １８ ９４６ ３８７１ ２４６ ０１９８ ００１２ ００２１ ９１ ０１０１ ００４９ １８５ ５９２８ ００２０ ３３

６＃ ２９５ １６ ９５０ ４００８ ２４４ ０２１４ ０００７ ００３７ ８８ ００８２ ００３２ ２６４ ６６２４ ００３６ ３０

７＃ ２９ １７ ９５２ ３９９５ ２５ ０１９７ ０００７ ００３９ ９０ ００９１ ００３２ ２７０ ６２５１ ００３５ ３３

　　注：均设差表示平均电压与设定电压之差。

　　１）数据缺失值填充。数据集中通常包含缺失
或错误的值，由槽控制系统故障、人工测量误差和系

统存储故障等原因造成，对模型预测精度造成较大

影响。本文采用ＫＮＮ算法对缺失值进行填补，选择
与缺失数据样本相邻的ｋ个邻居对样本中的缺失值
依次填补，直到不存在缺失值。

２）数据异常值处理。由于人工测量数据不可
靠、测量设备或其他因素等原因，槽控系统所采集的

数据可能存在异常，在一定程度上影响模型预测精

度，本文采用３σ原则识别数据集中异常值，将数据
值超出（ｕ－３σ，ｕ＋３σ）范围的数据作为异常数据剔
除。该方法可有效处理异常值，增加模型预测精度。

３）数据归一化处理。收集的氟化铝添加量数
据集内，不同特征间的差别较大，例如氧化铝下料

量、电解温度等数据与 Ｆｅ、Ｓｉ等化验数据的值相差
较大。本文对数据进行归一化处理，以便进行综合

性分析及后期数据的特征相关性分析，还解决了神

经网络模型对不同数据的敏感度问题。结合电解槽

实际生产情况，采用 Ｍａｘ－Ｍｉｎ缩放方法对数据规
范化，将数据映射到［０，１］区间，见式（１２）。

ｆ（ｘｉ）＝
ｘｉ－ｍｉｎ（ｘ）

ｍａｘ（ｘ）－ｍｉｎ（ｘ） （１２）

３１２　数据分析
目前大多特征相关性分析都采用 Ｐｅａｒｓｏｎ相关

性分析及随机森林（ＲＦ）相关性分析，其中 Ｐｅａｒｓｏｎ
算法只能分析出两个变量的线性关系［２０，２１］，无法确

定更高维度特征的因果关系，导致模型在输入时维

度过大，增加模型的复杂性，降低模型预测精度。

ＲＦ算法虽然在特征工程和分类预测领域得到了广
泛应用，可以对各个特征的重要性进行评价，但在面

对庞大且复杂的数据集时，ＲＦ算法模型的运行速度
会降低，这将导致模型复杂度增加。为降低模型输

入特征数量，提高模型预测能力，采用ＸＧＢｏｏｓｔ获取
局部特征，特征选择流程如图４所示。
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图４　ＸＧＢｏｏｓｔ算法特征提取流程
Ｆｉｇ．４　ＸＧＢｏｏｓｔａｌｇｏｒｉｔｈｍｆｅａｔｕｒｅｅｘｔｒａｃｔｉｏｎ

ｐｒｏｃｅｓｓ
　

ＸＧＢｏｏｓｔ算法特征选择的具体步骤如下所述。

图５　ＸＧＢｏｏｓｔ特征重要性结果
Ｆｉｇ．５　ＸＧＢｏｏｓｔｆｅａｔｕｒｅｉｍｐｏｒｔａｎｃｅｒｅｓｕｌｔｓ

１）初始化模型。设置 ＸＧＢｏｏｓｔ的超参数，如学
习率、树的最大深度、正则化等参数。

２）计算损失函数。迭代计算出训练样本残差、
决策树节点增益等。

３）生成新决策树。利用贪心算法选择分裂点，
生成新的决策树。

４）统计分裂次数。分裂出的决策树添加至预
测函数，汇总用于节点分裂的特征次数。

５）预设值判断。判断损失函数变化或最大迭
代次数是否满足预设值，若满足，继续转到下一步，

若不满足，则返回步骤２），计算迭代计算损失函数
变化。

６）特征评估。分析特征在模型训练中的贡献
度，评估特征重要性，获取影响系数，经过 ＸＧＢｏｏｓｔ
算法特征选择后的特征重要性如图５所示。

如图５所示，根据ＸＧＢｏｏｓｔ算法的分析结果，特
征重要性大于０１的包括分子比、氧化钠、氧化钾、
氧化铝下料量，这些参数对氟化铝添加量存在不同

程度的影响，其中分子比重要性达到了０６４，对氟
化铝添加量模型影响占据主导，该现象与工艺机理

特性相符合［２２］。若重要性以０１为阈值会导致特
征维度较少，为降低模型过拟合风险和模型复杂度，

本文选取特征重要性大于００５的９个特征（电解质

·４８· 中 国 有 色 冶 金 冶炼工艺　
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水平、电解温度、平均电压、分子比、氧化钠、氧化钙、

氧化钾、硅含量、氧化铝下料量）构建特征集，作为

后续模型的输入特征。

３２　模型参数配置及训练
本文模型训练采用控制变量法，对输入参数

（ｉｎｐｕｔ）、随机失活率（ｄｒｏｕｐｏｕｔ）、学习率（ｌｅａｒｎｉｎｇ＿
ｒａｔｅ）、批尺寸（ｂａｔｃｈ＿ｓｉｚｅ）、训练周期（ｅｐｏｃｈ）、滑动
窗口（ｓｌｉｄｉｎｇ＿ｗｉｎｄｏｗ）分别优化。其中 ｄｒｏｐｏｕｔ选取
０～１范围内的四个常用值０、００１、０５、０９进行实
验，ｌｅａｒｎｉｎｇ＿ｒａｔｅ按照０１、００１、０００１的降序进行
实验，ｅｐｏｃｈ以１００轮次递增的顺序进行实验，ｂａｔｃｈ
＿ｓｉｚｅ以１２８为递增顺序进行实验。ｓｌｉｄｉｎｇ＿ｗｉｎｄｏｗ
以７为递增的顺序进行实验，其余参数均使用默认
值。各模型优化后的参数如表２所示。

表２　模型参数配置
Ｔａｂｌｅ２　Ｃｏｎｆｉｇｕｒａｔｉｏｎｏｆｍｏｄｅｌｐａｒａｍｅｔｅｒｓ

模型参数

ＸＧＢｏｏｓｔ－

ＢｉＬＳＴＭ－

Ａｔｔｅｎｔｉｏｎ

ＬＳＴＭ
ＬＳＴＭ－

Ａｔｔｅｎｔｉｏｎ

ＲＦ－

ＢｉＬＳＴＭ

ｓｌｉｄｉｎｇ＿ｗｉｎｄｏｗ ７ ３ ４ ６

ｌｓｔｍ＿ｕｎｉｔｓ １６ ８ １６ １６

ｌｅａｒｎｉｎｇ＿ｒａｔｅ ０００１ ００５７ ０１２６ ００４８

ｄｒｏｐｏｕｔ ００１ ００６ ００５ ００２

ｅｐｏｃｈ ３００ ３００ ３００ ３００

ｉｎｐｕｔ＿ｓｉｚｅ ９ ９ ９ ９

ｏｕｔｐｕｔ＿ｓｉｚｅ １ １ １ １

ｂａｔｃｈ＿ｓｉｚｅ １２８ １２８ １２８ ２５６

ｏｐｔｉｍｉｚｅｒ ＡＤＡＭ ＳＧＤ ＡＤＡＭ ＡＤＡＭ

　　在实验中，训练集和测试集按照比例８∶２划分，
训练集规模为（４６０８，７，９），测试集规模为（１１５２，
７，１）。模型训练流程如图６所示，实验过程分为五
个步骤，如下所述。

１）输入大小为（４６０８，７，９）的训练集样本，共
４６０８条记录，步长 ｓｌｉｄｉｎｇ＿ｗｉｎｄｏｗ为７，维度 ｉｎｐｕｔ＿
ｓｉｚｅ为９。
２）随机初始化模型参数，参数配置如表 ２所

示，包括ｄｒｏｐｏｕｔ、ｌｅａｒｎｉｎｇ＿ｒａｔｅ、ｅｐｏｃｈ等。
３）训练数据由 ＢｉＬＳＴＭ学习，特征向量（Ｎｏｎｅ，

７，９）为输出，通过注意力机制层将权重与时间状态
连接，最后通过ｓｏｆｔｍａｘ函数输出氟化铝日添加量预
测结果ｏｕｔｐｕｔ＿ｓｉｚｅ。

图６　模型训练流程图
Ｆｉｇ．６　Ｍｏｄｅｌｔｒａｉｎｉｎｇｆｌｏｗｃｈａｒｔ

　

４）通过计算交叉熵损失来评估模型性能，并使
用ＡＤＡＭ优化器来调整网络中的权重参数。这一
调整过程利用学习率计算损失函数梯度，并沿负梯

度方向优化模型，将模型的预测输出与实际标签进

行对比分析。

５）根据模型训练流程，重复模型训练步骤
１）—４）。
３３　预测效果评价
３３１　模型评估及验证

四种模型在同样参数配置下的损失曲线变化如

图７所示，ＸＧＢｏｏｓｔ－ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ模型训练的
损失曲线如图７（ａ），损失曲线随着模型训练时间的
增加逐渐降低，当迭代次数达到３００轮时，损失曲线
下降幅度减小并趋于平稳，模型对训练集和测试集

的拟合效果与稳定性最好。ＬＳＴＭ、ＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ
和ＲＦ－ＢｉＬＳＴＭ模型的曲线如图７（ｂ）～（ｄ），其中
ＬＳＴＭ模型损失曲线存在较大波动，模型训练不稳
定。ＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ与 ＲＦ－ＢｉＬＳＴＭ模型的损失曲
线经过较长时间训练后，依然未能收敛。三个模型

的拟合均存在噪声干扰和波动，导致测试集的损失

值具有随机性，拟合效果较差。

根据实际氟化铝添加量值和预测的氟化铝添加

量，采取常用的评估指标（均方误差（ＭＳＥ）、平均绝
对百分比误差（ＭＡＰＥ）和模型拟合度（Ｒ２））评价模
型的预测结果［２３］。ＭＳＥ、ＭＡＰＥ和Ｒ２的计算式见式
（１３）—（１５），ＭＳＥ和ＭＡＰＥ越接近０，Ｒ２越接近１，
表明模型的拟合效果越好。
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图７　损失曲线对比图
Ｆｉｇ．７　Ｌｏｓｓｃｕｒｖｅｃｏｍｐａｒｉｓｏｎｄｉａｇｒａｍ

　

ＭＳＥ＝１ｎ∑
ｎ

ｉ＝１
｜（ｙｉ－槇ｙｉ）｜ （１３）

ＭＡＰＥ＝１００％ｎ ∑
ｎ

ｉ＝１

ｙｉ－槇ｙｉ
ｙｉ

（１４）

Ｒ２＝１－
∑
ｎ

ｉ＝１
（ｙｉ 槇－ｙｉ）

２

∑
ｎ

ｉ＝１
（ｙｉ－ｙｉ）

２
（１５）

式（１３）—（１５）中：ｎ为数据集中的样本数；ｙｉ为实际

值；槇ｙｉ为模型预测值；ｙｉ为实际值的均值。当 ＭＳＥ、
ＭＡＰＥ和Ｒ２的值越趋近于０，表明模型效果越好。

如图８、图９所示，ＸＧＢｏｏｓｔ－ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ
模型经特征降维、增加注意力机制权重等处理后，训

练集和测试集的Ｒ２值最大，误差值最小。ＸＧＢｏｏｓｔ－
ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ模型与 ＬＳＴＭ、ＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ和
ＲＦ－ＢｉＬＳＴＭ模型的预测结果对比，其 ＭＳＥ值相较
于ＬＳＴＭ、ＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ和ＲＦ－ＢｉＬＳＴＭ分别降低
０２４４％、００６２％和 ００３９％。ＭＡＰＥ值比 ＬＳＴＭ、
ＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ和ＲＦ－ＢｉＬＳＴＭ分别降低０２４４％、
００６２％和００３９％。Ｒ２值比 ＬＳＴＭ、ＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ
和ＲＦ－ＢｉＬＳＴＭ分别提高８６％、５３％和３６％。结
果表明，本文模型的 ＭＳＥ与 ＭＡＰＥ值较低，模型稳
定性好；Ｒ２值较大，模型的拟合相关性强。在训练

集（ｔｒａｉｎ）和测试集（ｔｅｓｔ）上的实验结果均验证了
ＸＧＢｏｏｓｔ－ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ模型对氟化铝添加量预
测的结果均普遍优于其他模型。

图８　Ｒ２对比图
Ｆｉｇ．８　Ｒ２ｃｏｍｐａｒｉｓｏｎｄｉａｇｒａｍ

　

为量化 ＸＧＢｏｏｓｔ－ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ模型对氟
化铝添加量的影响，分别利用 ＬＳＴＭ、ＢｉＬＳＴＭ、ＲＦ－
ＢｉＬＳＴＭ模型进行训练，评估指标结果见表３。
　　从训练结果可看出，在测试集和训练集上，ＸＧ
Ｂｏｏｓｔ－ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ模型优于其他模型，在Ｒ２、
ＭＳＥ和ＭＡＰＥ和指标上，本文模型的预测精度达到

·６８· 中 国 有 色 冶 金 冶炼工艺　
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图９　ＭＳＥ对比图
Ｆｉｇ．９　ＭＳＥｃｏｍｐａｒｉｓｏｎｄｉａｇｒａｍ

　

　　　

０９４７，均方误差达到００３６，平均绝对百分比误差
为３２９。在模型训练时间方面，四个模型的平均训
练时间为２５１ｓ，而ＸＧＢｏｏｓｔ－ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ模型
的执行时间时间相对较短为２３２ｓ，尽管该模型引入
了注意力机制，但训练时间对比三个模型均有所缩

短，既减少了训练时长，又提升了模型的预测精度。

３３２　预测结果可视化
本文选择测试集中的最后５０条样本绘制预测

效果图，根据训练后的模型对测试集进行预测，并与

现有预测模型进行对比，如图１０所示。结果表明，
ＬＳＴＭ模型的预测误差较大，且预测曲线与真实值
之间存在明显偏离，反映出该模型拟合效果较差。

表３　各模型评价指标分析
Ｔａｂｌｅ３　Ａｎａｌｙｓｉｓｏｆｅｖａｌｕａｔｉｏｎｉｎｄｉｃａｔｏｒｓｏｆｅａｃｈｍｏｄｅｌ

对比模型
训练集 测试集

ＭＳＥ／ｋｇ ＭＡＰＥ／ｋｇ Ｒ２ ＭＳＥ／ｋｇ ＭＡＰＥ／ｋｇ Ｒ２
训练时间／ｓ

ＬＳＴＭ ０１２ １０８３ ０８９２ ０２８ １２８９ ０８６１ ２７１

ＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ ０６４ ５１７ ０９０３ ００９８ ９０４ ０８９４ ２５４

ＲＦ－ＢｉＬＳＴＭ ００４５ ４２８ ０９２６ ００７５ ７１５ ０９１１ ２４７

ＸＧＢｏｏｓｔ－ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ ００１４ ２６４ ０９６３ ００３６ ３２９ ０９４７ ２３２

ＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ模型与 ＲＦ－ＢｉＬＳＴＭ相比之下拟合
度较高，但ＸＧＢｏｏｓｔ－ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ模型经特征
降维、注意力机制优化后，具有更高的预测精度，预

测曲线与真实值高度吻合。这表明，本文提出的算

法能够较好拟合数据，拟合度明显优于其他三个模

型，具有更强的预测能力和准确性。

图１０　模型预测结果对比
Ｆｉｇ．１０　Ｃｏｍｐａｒｉｓｏｎｏｆｍｏｄｅｌｐｒｅｄｉｃｔｉｏｎｒｅｓｕｌｔｓ

　

３４　适用性验证
为验证模型的可靠性及适用性，选取贵州某铝

厂的２８１６号电解槽连续７ｄ的预测数据对模型进
行验证，预测结果如表４所示。
　　由表４可知，预测值与真实值之间的平均绝对
误差为１０６，且其极差在０３０１６至２２７６２之间。
该误差范围表明模型的预测结果与实际值之间的偏

差小，且不存在明显的波动幅度，对铝电解槽实际生

产过程中分子比、电解温度等关键参数的稳定性不

会产生显著影响，能够保证生产过程的精准控制和

平稳运行。

４　结论
本文针对铝电解过程的非线性、大时滞和强耦

合特点，在 ＢｉＬＳＴＭ网络基础上融入软注意力机制
构建了氟化铝添加量的高精度预测模型，并进行了

大量的数据训练、测试与验证，实验结果表明所提出

的算法在预测氟化铝添加量上展现出很高的预测精

度，模型预测结果对提升铝电解槽生产效率、降低能

耗和实现精准控制具有重要价值和意义。

１）利用ＸＧＢｏｏｓｔ算法获取局部特征，提升模型

·７８·　２０２５年６月第３期　　吉露等：基于ＸＧＢｏｏｓｔ－ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ模型的铝电解槽氟化铝添加量预测
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　　 表４　氟化铝添加量预测模型验证
Ｔａｂｌｅ４　Ｖｅｒｉｆｉｃａｔｉｏｎｏｆｔｈｅｐｒｅｄｉｃｔｉｏｎｍｏｄｅｌｏｆａｌｕｍｉｎｕｍｆｌｕｏｒｉｄｅａｄｄｉｔｉｏｎ

日期 ２０２４－０７－１６ ２０２４－０７－１７ ２０２４－０７－１８ ２０２４－０７－１９ ２０２４－０７－２０ ２０２４－０７－２１ ２０２４－０７－２２

真实值／ｋｇ ３０ ２７ ３３ ３０ ２３ ３４ ３０

预测值／ｋｇ ３０５４８６ ２８３８６１ ３３７６３２ ３０３０１６ ２５２７６２ ３４８２４１ ３１３２１０

误差绝对值／ｋｇ ０５４８６ １３８６１ ０７６３２ ０３０１６ ２２７６２ ０８２４１ １３２１０

的预测准确性和运行效率。

２）本文所提出的 ＸＧＢｏｏｓｔ－ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ
模型结合了双向 ＬＳＴＭ，能同时考虑数据前后依赖
关系，通过注意力机制动态调节特征权重，增强了预

测精度。

３）模型对比显示，ＸＧＢｏｏｓｔ－ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ
模型的平均误差为００１４，平均百分比误差为２６４，
线性拟合度达到０９６３，整体性能均超过现有模型。
４）提出的组合模型集合了 ＸＧＢｏｏｓｔ、ＬＳＴＭ及

ＢｉＬＳＴＭ模型的优势特点，相较于其他模型，该预测
模型在运行速度上和预测精度上表现更优，在实际

铝电解生产中具有良好的工程应用价值和发展

前景。

ＸＧＢｏｏｓｔ－ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ氟化铝添加量预测
模型虽然展现出良好的预测效果，为铝电解生产过

程中精准控制氟化铝添加量提供了重要的决策指

导，但在实验过程中发现该模型存在一定的滞后现

象，其准确性依赖于高质量数据和复杂变量处理，且

在不同环境和原料变化下可能出现偏差。后续研究

中计划针对这种情况进行以下探索：①当前采用手
动调整参数的方法，后续可借助网格搜索、粒子群等

优化算法优化模型参数；②在后续研究中，收集不同
类型电解槽控制系统的日报数据，进行更为广泛的

氟化铝添加量预测分析，提高模型可靠性和适应性。
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打造绿色发展新高地中金岭南凡口铅锌矿尾矿库实现去功能化

在“双碳”目标引领下，深圳市中金岭南有色金属股份有限公司（以下简称“中金岭南”）以资源综合利

用为纽带、固体废物资源化利用为突破，筑牢绿色可持续发展底色，探索出一条兼具生态效益、经济效益与社

会效益的高质量发展路径。

２０１６年，当时的环境保护部华南环境保护督查中心提出了“对保护区建区前已有的设施制定逐步退出
方案，明确时间节点，确保整改到位”的尾矿库逐步退出要求。在广晟控股集团的坚强领导下，中金岭南和

凡口铅锌矿高度重视，全力推动尾矿库退出工作。

８年来，中金岭南以高度的责任感和使命感，基于技术研发进程和矿山生产实际，严格落实逐步退出方
案提出的尾矿库污染物减量化和资源化利用、生态恢复治理以及尾矿库风险管控等３类１２项环境综合整治
项目，最终实现尾矿库去功能化。逐步退出项目是一项系统工程，尾矿全资源化利用等多项技术在当年处于

技术空白。针对技术不成熟的项目，中金岭南开展了大量科研攻关，先后完成了“原矿预先抛废技术研究”

“细粒级尾砂膏体充填材料实验研究”“尾砂胶结充填新材料扩大工业试验”“开展深锥浓密溢流水回用技术

研究”等８项尾砂、废水资源化研发项目。目前，凡口铅锌矿已完成尾矿库清污分流、尾矿库生态恢复Ⅲ期、
尾矿资源综合利用、全尾砂回收充填、选矿废水综合回收与循环利用、选矿废水厂前深度处理与回用等１２项
尾矿库污染物减量化、生态恢复和风险管控工程，攻克了细粒级尾砂充填和废水回用的技术难题。随着所有

项目的正常运行，凡口铅锌矿实现了尾砂全部综合利用、选矿废水基本不外排、现有尾矿库逐步落实生态恢

复治理的目标，达到尾矿库逐步退出工作要求。

所有项目完成建设并调试验收后，５月３０日，在凡口铅锌矿尾矿库黄子塘库区，随着工人师傅手中氧气
乙炔切割机火焰的喷射，１＃—４＃尾矿输送管被先后截断，标志着该矿有着５７年历史的通过尾矿管输送选矿
尾砂和废水到尾矿库的传统模式正式退出历史舞台。

（资料来源：中国有色金属报）
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